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Deep Learning and
GPU memory

다룰 주제 1
“LLaMA 65B 모델을 일반 FP16으로 훈련 시 GPU 메모리가 780GB 이상 필요하다”

1

Alpaca github 내용 중…

2

“대충, 7B 모델을 훈련할 때는 7×4×4=112GB 가 필요하다”

(…왜 하필 7×4×4?)



DeepSpeed의 3D parallel = ZeRO DP + PP + MP

Parallelism의 종류

▪ Data Parallelism

▪ Pipeline Parallelism

▪ Tensor Parallelism

▪ Model Parallelism

▪ ZeRO Data Parallelism

다룰 주제 2



본 세미나의
효과

- LLM 훈련 시 Multi-GPU 세팅은 필수

- Parallel한 훈련 시 사용하는 DP, PP, TP, MP, ZeRO-DP 정리

- DeepSpeed, FullyShardedDataParallel 등의 개발 문서 이해

- 최근 나오는 PEFT 논문을 이해하기 쉬워짐

PEFT를 위해 디자인된 LoRA에서는 대부분의 메모리가 LoRA parameter가 아닌 
activation gradient에서 사용된다. Gradient checkpointing을 사용하면 input 
gradient는 sequence당 평균 18MB로 감소하기 때문에 모든 LoRA 가중치를 합
친 것보다 많다. 반면 제안한 4비트 모델 parameter은 5GB를 사용한다. 그러므
로 gradient checkpointing이 중요하고, LoRA parameter를 줄이는 데 집중하는 
것은 별로 이득이 없다. 따라서 우리는 큰 메모리 요구 없이 더 많은 어댑터를 
사용 가능하다.

- 실제로 LLM을 개발할 때 optimizer, gradient, 
parameter 중 무엇을 partitioning하고 offload할 건지
를 이해하고 선택 가능

(QLoRA에서 발췌)



DeepSpeed ZeRO

Tensor Parallelism



Reference
•HF Model Parallelism: https://huggingface.co/docs/transformers/v4.15.0/parallelism

•HF Efficient Training on Multiple GPU: 
https://huggingface.co/docs/transformers/main/en/perf_train_gpu_many#tensor-
parallelism

•HF Performance and Scalability:
https://huggingface.co/docs/transformers/v4.15.0/performance

•Detailed TP overview: 
https://github.com/huggingface/transformers/issues/10321#issuecomment-
783543530

•NVIDIA docs: https://docs.nvidia.com/deeplearning/performance/mixed-precision-
training/index.html

•계산 그래프를 활용한 편미분 구하기, 역전파법 이해:  https://uponthesky.tistory.com/9

•Deepspeed Docs: https://deepspeed.readthedocs.io/en/latest/zero3.html

•PyTorch FSDP docs: https://pytorch.org/tutorials/intermediate/FSDP_tutorial.html

+ …

https://uponthesky.tistory.com/9
https://deepspeed.readthedocs.io/en/latest/zero3.html
https://pytorch.org/tutorials/intermediate/FSDP_tutorial.html
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Deep Learning and
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다룰 주제 1



일반적인 32비트 훈련에 필요한 메모리

LLaMA-7B
전체 파라미터 수
6,738,415,616개

Parameter 1개

4 byte

모델을 훈련 없이 GPU에 올리기만 한다면
4 byte * 7 billion = 28GiB

* 앞으로 편의상 기비바이트 대신
뭉뚱그려서 기가바이트 사용

momentum

4 byte

(AdamW optimizer 사용할 경우)

bias

4 byte

gradient

4 byte

+
• Activations (다음 슬라이드에 설명)

• Temporary buffer

• Unusable memory 
fragments

Residual Memory

즉, p+os+g 를 계산하면

16 byte * 7 billion 
= 112 GiB

+

Optimizer state
+



Activation 메모리

Backpropagate로 
gradient를 구할 때,

중간에 계산됐던 값들이 
모두 필요함!

-> activation memory



Parallelism의 종류

▪ Data Parallelism

▪ Pipeline Parallelism

▪ Tensor Parallelism

▪ Model Parallelism

▪ ZeRO Data Parallelism

다룰 주제 2



요약
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1. Data Parallelism (DP)



- 가장 구현이 쉬움

1. 정확히 같은 모델 전체를
각 GPU에 복사

2. 정확히 같은 optimizer state를
각 GPU에 복사

3. 데이터를 GPU끼리 분담 (예를 들어 batch_size=8, WORLD_SIZE=4 인 경우 한 GPU당 batch_size=2)

4. 각 GPU가 할당받은 microbatch에 대해
전체 forward와 backward를 수행

5. 모든 parameter의 gradient를 All-Reduce

6. 각 GPU가 알아서 각자 optimizer step

all-reduce

1. Data Parallelism (DP)



요약

- 메모리 매우 비효율적
- (model, optimizer state, gradient가 전부 replicate됨)

- GPU간 통신이 많이 필요하지 않아 속도가 가장 빠름

- 구현이 쉽다

1. Data Parallelism (DP)



2. Pipeline Parallelism (PP)



모델이 너무 크다 → 모델을 잘라서 GPU에 각각 나누자!

GPT Block

GPT Block

GPT Block

GPT Block

GPT Block GPU3

GPU2

GPU1

GPU0

forward backward

통신 발생

통신 발생

통신 발생 통신 발생

통신 발생

통신 발생

input

output

input

output

2. Pipeline Parallelism (PP)

※ 이 방법을 HF에서는 Naïve Model Parallelism이라고 함



더 최적화할 수 있다!

Normal flow
Elapsed time = 16H

Pipeline Parallelism
Elapsed time = 7H

세탁기-건조기-개기-걸기 의 빨래 4단계 작업

빨래의 batch size=4뭉치

2. Pipeline Parallelism (PP)



더 더 최적화할 수 있다!

Interleaved Pipeline

Bubble (유휴 기간) 을 줄이기 위한 최대한의 최적화

앞 배치 연산이 끝나기도 전에 다음 배치 연산

2. Pipeline Parallelism (PP)



더 더 더 최적화할 수 있다!

- Minibatch를 Microbatch로 나눔

- 그걸 중간중간에 삽입

- DeepSpeed에서는 구현되어있지 않음

2. Pipeline Parallelism (PP)



2. Pipeline Parallelism (PP)

요약

- 모델 구조가 제한됨
- 모델 레이어가 전부 Sequential해야만 함
- 모델 input이 항상 텐서가 되어야만 함
- T5같이 인코더에서 조건부 루틴이 있을 경우 처리하기 힘듦

- 비교적 GPU간 통신이 적어서 빠름

- 메모리 절약 가능



DP + PP

Hybrid solution: DP와 PP를 섞을 수 있음



3. Tensor Parallelism (TP)



GPT Block

input

output

모델을 세로로 자름

input

output

그 결과, 레이어 하나를 지날 때마다
매우 많은 통신 발생

GPU1 GPU2

GPU3 GPU4

3. Tensor Parallelism (TP)



3. Tensor Parallelism (TP)

1 2 3
4 5 6
7 8 9

𝑎 𝑑 𝑔
𝑏 𝑒 ℎ
𝑐 𝑓 𝑖

𝑢 𝑣 𝑤
. . .
. . .

- 행렬곱 연산만 있는 상황 가정

=
FeaturesW1W2



1 2 3
4 5 6
7 8 9

𝑎 𝑑 𝑔
𝑏 𝑒 ℎ
𝑐 𝑓 𝑖

𝑢 𝑣 𝑤
. . .
. . .

1𝑎 + 2𝑏 + 3𝑐 · ·
4𝑎 + 5𝑏 + 6𝑐 · ·
7𝑎 + 8𝑏 + 9𝑐 · ·

𝑢 𝑣 𝑤
. . .
. . .

𝑢 1𝑎 + 2𝑏 + 3𝑐 +
𝑣 … +
𝑤(… )

· ·

· · ·

· · ·

- 행렬곱 연산만 있는 상황 가정

GPU1 GPU2 GPU3

한번 연산할 때마다 all-reduce 필요

GPU1 GPU2 GPU3

Backward 연산할 때도
‘1a+2b+3c’ 에는 gradient ‘u’가 저장
‘4a+5b+6c’ 에는 gradient ‘v’가 저장
‘7a+8b+9c’ 에는 gradient ‘w’가 저장

되므로 backward 시에도
한 레이어마다 all-reduce가 필요

=

=

먼저 연산

얘를 대상으로
backward

3. Tensor Parallelism (TP)

중간에 계산된 값들: activation



행렬을 세로 말고 가로로 자를 수도 있음

MLP에서는 TP가 행렬을 자르지만

실제 Transformer block에서는 행렬을 자르는 것이 아니라
Multi-head에 대해 Parallel하게 동작함

즉, 각 head가 GPU에 분산됨
-> num_gpu는 num_head의 약수로 설정하면 효율적

3. Tensor Parallelism (TP)



하나의 Transformer layer는
GPU간 All-reduce 연산을
4번 발생시킨다.

갑자기 Model Parallel?
→ 이따가 설명...

3. Tensor Parallelism (TP)



GPT 
Block

input

output

input

output

특징

- GPU간 통신이 매우 많이 일어남

- 속도는 PP보다 느림

- DP에 비해 메모리를 많이 줄일 수 있음

3. Tensor Parallelism (TP)



4. Model Parallelism (MP)



- 용어의 혼용
- 심지어 DeepSpeed ZeRO 논문에서도 혼용함

- Model Parallelism은
- TP를 가리킬 때도,
- PP를 가리킬 때도,
- 둘다 가리킬 때도 있음

HF docs에서는
Naïve Model Parallelism이라고 하여,
이 알고리즘을 가리킴

{ PP, TP } Model Parallelism⊂

결론

4. Model Parallelism (MP)



5. ZeRO Data Parallelism (ZeRO-DP)



5. ZeRO-DP (Zero Redundancy Optimizer)

특징

- DataParallel이지만 메모리를 줄일 수 있도록 설계 (어떻게?)

- MP와 함께 사용 가능

- PP처럼 모델이 수정될 필요도 없음

- Sharded DDP 라고도 불림

- FP16 Training이 기본

- 3개의 Stage로 나뉨
- Stage 1: optimizer state partitioning
- Stage 2: gradient partitioning
- Stage 3: parameter partitioning

(이라고 하지만 사실은 FP16 parameter도 partitioning함)



번외: Mixed Precision Training



번외: Mixed Precision Training

“FP32와 FP16(또는 BF16, TF32) 포맷을 함께 사용하는 것” 

(이걸 이해해야 ZeRO DP를 이해 가능!)



번외: Mixed Precision Training

NVIDIA Ampere 
아키텍쳐 이상에서 
지원

즉, 6, 7, 8번 서버
에서는 사용 불가

부동소수점 표현

지수부
(exponent)

가수부
(mantissa)



번외: Mixed Precision Training

1. FP32 모델을 통째로 FP16으로 복사

2. FP32 input을 FP16 model에 넣으면 FP32 Loss가 나옴

GPT 
Block
(FP32)

GPT 
Block
(FP16)

3. Loss Scaling

FP32 input

FP32 Loss

Sclaed FP32 Loss

Scaling

①

②

②

③



번외: Mixed Precision Training

4. Backpropagate 결과 FP16 gradient가 나옴

5. FP16 gradient를 copy해서 FP32 gradient로 만듦

GPT 
Block
(FP32)

GPT 
Block
(FP16)

6. 생성된 FP32 gradient에 Remove scale (+Clipping 등)

FP32 input

FP32 Loss

Sclaed FP32 Loss

7. 최종 FP32 gradient를 맨 처음의 FP32 Master weight에 적용

backprop

FP16 
gradient

Copied
FP32 

gradient

⑥⑦

⑤

④

8. Master weight에 Optimizer step
⑧



5. ZeRO-DP (Zero Redundancy Optimizer)

FP16 Training에 필요한 parameter 당 메모리

(Parameter의 개수) = x 라고 하면…

FP32 model weight : 4x
FP32 optimizer status: 4x + 4x

FP16 model weight : 2x
FP16 gradient: 2x

GPT 
Block
(FP32)

GPT 
Block
(FP16)

FP32 input

FP32 Loss

Sclaed FP32 Loss

backprop

FP16 
gradient

Copied
FP32 

gradient

(Total memory for model status) = 4x + 4x + 4x + 2x + 2x = 16x

그러면 FP16 Training은 FP32에 비교해서 메모리 이득이 없네요?
→ model state 만 보면 FP16이 오히려 메모리를 더 많이 쓴다.

하지만 forward 과정에서 activation이 FP16으로 저장되므로
batch size를 늘릴수록 FP16이 메모리를 절약할 수 있다.

왜 FP32 gradient의 메모리는 고려 안하나요?
 → peak 메모리를 고려했기 때문이다.

FP32 gradient가 쓰일 때면 다른 메모리들이 반환된다.

copy



5. ZeRO-DP (Zero Redundancy Optimizer)

ZeRO-DP Stage 1

(Total memory for model status) = 4x + 4x + 4x + 2x + 2x ≅ 4𝑥

GPT 
Block
(FP32)

GPT 
Block
(FP16)

FP32 input

FP32 Loss

Sclaed FP32 Loss

backprop

FP16 
gradient

Copied
FP32 

gradient

copy
Partitioning 대상:
  
▪ FP32 model weights

  ▪ FP32 optimizer states

▪ FP32 model weights

▪ FP32 optimizer state ▪ FP16 gradients

▪ FP16 model weights

𝑁𝑑
𝑁𝑑 : DP degree

논문의 표현: memory 4배 절약.
∵ 𝑇𝑜𝑡𝑀𝑒𝑚 → 4𝑥 𝑎𝑠 𝑁𝑑 → ∞



5. ZeRO-DP (Zero Redundancy Optimizer)

ZeRO-DP Stage 2

(Total memory for model status) = 4x + 4x + 4x + 2x + 2x ≅ 2𝑥

GPT 
Block
(FP32)

GPT 
Block
(FP16)

FP32 input

FP32 Loss

Sclaed FP32 Loss

backprop

FP16 
gradient

Copied
FP32 

gradient

copy
Partitioning 대상:
  
▪ FP32 model weights

  ▪ FP32 optimizer states
▪ FP16 gradients

▪ FP32 model weights

▪ FP32 optimizer state ▪ FP16 gradients

▪ FP16 model weights

𝑁𝑑
𝑁𝑑 : DP degree

논문의 표현: memory 8배 절약.
∵ 𝑇𝑜𝑡𝑀𝑒𝑚 → 2𝑥 𝑎𝑠 𝑁𝑑 → ∞



5. ZeRO-DP (Zero Redundancy Optimizer)

ZeRO-DP Stage 3

(Total memory for model status) = 4x + 4x + 4x + 2x + 2x

GPT 
Block
(FP32)

GPT 
Block
(FP16)

FP32 input

FP32 Loss

Sclaed FP32 Loss

backprop

FP16 
gradient

Copied
FP32 

gradient

copy

Partitioning 대상:
  
▪ FP32 model weights

  ▪ FP32 optimizer states
▪ FP16 model weights
▪ FP16 gradients
▪ copied FP32 gradients

▪ FP32 model weights

▪ FP32 optimizer state ▪ FP16 gradients

▪ FP16 model weights

𝑁𝑑
𝑁𝑑 : DP degree

특징
- FP16 model weights를 TP처럼 partitioning함.
- 그러므로 Stage 2에 비해 GPU간 통신이 많아져서 속도 차이가 꽤 남
- 논문에서는, 최적화 기술 덕분에 속도 차이가 크지 않다고 주장함
- 그러므로 매우 큰 모델이 아니라면 Stage 3 대신 Stage 2도 고려할만 함 (실제로 해보면 20% 정도 차이)



5. ZeRO-DP (Zero Redundancy Optimizer)

ZeRO-DP

GPT 
Block
(FP32)

GPT 
Block
(FP16)

FP32 input

FP32 Loss

Sclaed FP32 Loss

backprop

FP16 
gradient

Copied
FP32 

gradient

copy

요약

- Mixed Precision이 기본 (FP32도 할 수 있긴 한데 설계 근본이 Mixed Precision)

- Stage1, Stage2, Stage3 순으로 속도를 희생, 메모리를 아낌

- ZeRO-Offload 기능 존재
- CPU 메모리 또는 NVMe SSD에 os, p를 offload 가능

- MP와 같이 사용 가능하지만 Multi Node가 아닌 경우 ZeRO-DP만 사용해도 충분



6. DeepSpeed VS pytorch FSDP

- ZeRO 논문의 원조

- 업데이트가 활발함

- RLHF 플랫폼에도 적용 가능

- 최근 ZeRO++ 방법론으로 GPU 간 통신이 
더 최적화됨

- Alpaca 연구진은 같은 조건에서 
DeepSpeed가 더 메모리를 적게 먹었다고 
함

- 같은 ZeRO 방법론 사용

- pytorch 네이티브이므로
속도가 더 빠를 수 있다고 홍보

- 디펜던시 이슈에서 비교적 자유로움

- torch.distributed 안에 있으므로
코드가 간결

- 더 자유로운 optimizer, LR scheduler
커스터마이징



3D Parallelism

- 180 billion 모델

- DP는 ZeRO Stage 1 사용

- 3D Parallelism이 필요함을 보여 줌



실무 적용

1. 여기서 말하는 Naïve PP는 무엇인가?

(출처: trl github)



실무 적용

1. 여기서 말하는 Naïve PP는 무엇인가?

같은 batch_size라면,

속도:
GPU 1개 > GPU 8개

매우 느려질 것이 예상.



실무 적용

2. DeepSpeed를 쓸 때, 가장 많은 속도를 희생해서 메모리를 조금 줄이는 단계는?

① DDP -> ZeRO Stage 1

② ZeRO Stage 1 -> ZeRO Stage 2

③ ZeRO Stage 2 -> ZeRO Stage 3



실무 적용

2. DeepSpeed를 쓸 때, 가장 많은 속도를 희생해서 메모리를 조금 줄이는 단계는?

① DDP -> ZeRO Stage 1

② ZeRO Stage 1 -> ZeRO Stage 2

③ ZeRO Stage 2 -> ZeRO Stage 3

∵ GPU간 통신이 매우 많이 필요해짐

   메모리 여유가 있을 경우 Stage 2를 쓰는 것이 효율적



더 읽을거리

1. ZeRO-R
- Model state (p, os, g) 제외하고도

Residual memory (activations, temporary buffers, unusable memory) 에 대한 최적화

2. Loss Scaling
- FP16로 변환 시 비트가 부족해서 매우 작은 값을 표현하지 못하는 문제를 해결

3. Activation Checkpointing
- HF에서는 gradient checkpointing라고 함. 같은 말임
- 무지막지한 Activation 메모리를 최적화

4. Partitioned Activation Checkpointing
- ZeRO에서도 MP-degree만큼 activation을 partitioning 가능



끝
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