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Motivations
• LLM은 다양한 Tasks에서 뛰어난 성능을 보임

• 하지만, 세계의 지식은 빠르게 변화함. LLMs이 new knowledge를 맞닥뜨렸을 때, 
이러한 지식을 처리하는 능력을 평가하는 벤치마크가 부족

• 본 논문에서는 이를 해결하기 위해, artificial entities로 new knowledge를 만들고, 
이를 사용하여 새로운 Benchmark인 ALCUNA를 소개
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New Knowledge ?

• 모델이 실제로 new knowledge를 접하는 변화가 빠른 세계에 살고 있음.

è LLM을 재학습 하는 것은 비용적으로 매우 비효율적 

        è new knowledge를 LLM과 같이 사용하기 위해, 검색 모델과 같이 사용

• 학습 데이터와 테스트 데이터 간의 overlapping으로 LLM의 일반화 능력을 제대로 

평가할 수 없음 (LLM이 이미 테스트 데이터를 학습했을 수도 있음)



Knowledge Generation

6 /31

Artificial Entity
• ontology 설계를 바탕으로 artificial entity 생성

• Alpaca와 Vicuna는 Camels에 속하는 real entity이며, 
이 둘을 이용해 Alcuna라는 artificial entity 생성

• 상속 (heredity): 부모 엔티티와 높은 유사성을 보이고, 
클래스 공통성을 준수하는 엔티티 구축

• 변이 (variation): 형제 엔티티들과 다른 속성 값을 가
지도록 변경하는 과정

• 확장 (extension): 부모 엔티티에는 없지만 형제 엔티
티들이 가지고 있는 속성이나 관계를 추가

• Dropout: 특정 속성이나 관계를 제거
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Question Answering

• attribute triplet  을 사용하여, artificial entity에 대한 

one-hop question                         생성

• chain of relation triplets                                                                                             을 활용하여, 

artificial entity가 주어졌을 때, tail에 속하는 eN에 대해 질문하는 

multi-hop question                 구성
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LLM이 New knowledge에 직면했을 때, 다음의 Question으로 세부화

• knowledge understanding (KU)

• 새로운 지식을 기억하고 이해하는 능력 평가
제공된 정보를 기반으로 정확한 답변이 가능한지 평가

• knowledge differentiation (KD)

• 인공 엔티티와 부모 엔티티를 구별하는 능력 평가
Variation set과 Dropout set에서 
attribute triplet을 샘플링하여 생성

• knowledge association (KA)
• 인공 엔티티와 기존 지식 사이의 연관성을 바탕으로, 

multi-hop 추론이 가능한지 평가
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LLM이 New knowledge에 직면했을 때, 다음의 Question으로 세부화

• knowledge association (KA)
• 인공 엔티티와 기존 지식 사이의 연관성을 바탕으로, 

multi-hop 추론이 가능한지 평가

• 인공 엔티티 Alcuna 가 Jaguar 에게 먹히고, 
Jaguar 가 Maned Wolf 와 경쟁한다는 관계가 있다면, 
KA는
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EOL3 데이터베이스 사용
- 모든 생물학적 분류군을 tree로 구조화

- 669 property types / 2404790 entities / 13625612 properties

질문 생성은 ChatGPT 활용
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Models
ChatGPT, Alpaca-7B, Vicuna-13B, ChatGLM-6B

Prompts
- Zero/Few-shot

- Standard/CoT Prompting

Metrics
- Accuracy
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knowledge association이 가장 어려움
è New knowledge를 기존 지식과 연결하는 것에 큰 어려움을 겪음
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Entity 유사성의 영향

- Attribute Similarity (Table 3)
엔티티간 Property가 겹치는 비율에 따라, KD Score 계산
è Propery가 더 유사할 수록 모델이 혼란스러워 함 (ChatGPT 제외) 
è New Knowledge와 기존 지식을 융합하지 못함 è사람과 반대 !!!

- Name Similarity (Table 2)
인공 엔티티가결국 이름으로 식별되기 때문에, 엔티티의 이름에 따라 
성능이 달라질 것이라 예상
- 인공 엔티티에 무작위 할당 (random)
- 부모 엔티티의 한 문자를 무작위 할당 (similar)
è인공 엔티티와 부모 엔티티의 이름이 유사할 수록 더 헷갈려 함
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부모 엔티티와 유사할 수록 인공 엔티티를 더 헷갈려 함
è기존의 지식과 새로운 지식의 충돌 ?

생물학적 Entity에만 초점을 둔 것이 명확한 한계
èNew Knowledge에 대한 성능 평가를 완벽히하지 못함

새로운 지식과 내부 지식 사이의 추론 관계
è기존 지식과 새로운 지식을 잘 엮을 수 있는 방법 필요
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Motivations
• LLM을 학습하기 위한 supervised dataset을 구축하는 것은 비용이 holy moly..

• 사람은  스스로 생각해서 추론 능력 향상할 수 있는데, LLM도 가능하지 않을까?

è unlabeled data + CoT + self-consistency로 LLM을 fine-tuning하면 
self-improve 가능 !
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LLM을 사용할 때, 정답이 나올 때도 있고, 오답이 나올 때도 
있음

- 정답 CoT reasoning path를 잘 뽑아서 fine-tuning 하면, 
모델의 확신도를 높일 수 있을 것



Backgrounds
Self-training

22 /31

Self-training은 Semi-Supervised Learning 기법 중 대표적인 것 중 하나

1) 초기의 labeled dataset (original labeled data 혹은 gold data)으로 모델을 학습

2) 학습된 모델을 사용하여, unlabeled data의 label을 예측하여 추가적인 데이터 (pseudo-labeled data 혹은 silver data)를 얻음

3) 추가적으로 얻은 데이터를 이용하여 모델을 재학습

4) 위의 과정을 반복

Self-training
Advantages:

1. unlabeled data를 이용할 수 있음

2. class imbalance 문제를 완화할 수 있음

Limitations:

1. unlabeled data가 필요함

2. unlabeled data의 도메인 등의 퀄리티가 보장되어야 함
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1. LLM을 이용하여 각 질문에 대해 여러 가지 추론 

경로를 생성하고, 이러한 경로들에 대한 답변 예측

2. 다수결 방식(self-consistency)을 적용하여 여러 추론 

경로 중에서 가장 일관된 답변을 선택. (답변이 

정확한지는 고려 X)

3. 가장 일관된 답변으로 이어진 추론 경로만을 

필터링하여 자체 생성된 훈련 데이터셋구축

4. 특정 프롬프트나 답변 스타일에 대한 over-fitting을 

방지하기 위해, 다양한 형식의 프롬프트와 답변을 

혼합하여 자체 생성된 학습 데이터를 증강하고, 이 

증강된 데이터로 LLM을 fine-tuning
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4. 특정 프롬프트나 답변 스타일에 대한 over-fitting을 

방지하기 위해, 다양한 형식의 프롬프트와 답변을 

혼합하여 자체 생성된 학습 데이터를 증강하고, 이 

증강된 데이터로 LLM을 fine-tuning

5. 추론 경로 생성, 필터링, 증강, fine-tuning의 과정을 

반복하여, 지도 학습 데이터에 의존하지 않고도 모델의 

추론 능력을 점진적으로 향상
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Question Generation
few-shot example의 Question을 통해 (label 사용 X), Question을 연속으로 이어서 시퀀스를 

만든 다음에, 모델이연속적으로 Question을 생성할 수 있도록 함

Prompt Generation
Zero-shot 설정에서, “Let’s think step by step.”으로 답변을 시작하도록 프롬프팅 하여, 

모델이 여러 추론 경로를 생성하게 한 후에 이를 few-shot examples로 사용
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Arithmetic reasoning
- GSM8K (Cobbe et al., 2021)

- DROP (Dua et al., 2019)

Commonsense reasoning
- OpenBookQA (Mihaylov et al., 2018)

- AI2 Reasoning Challenge (ARC) (Clark et al., 2018)

Natural Language Inference
- Adversarial NLI (ANLI) (Mihaylov et al., 2018)
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Model
- PaLM 540B (Chowdhery et al., 2022)

- DROP (Dua et al., 2019)

Reasoning paths
- 각 question 별로 32개 생성

- 초기 LLM의 Temperature : 0.7

- self-improved LLM의 temperature : 1.2

Natural Language Inference
- Adversarial NLI (ANLI) (Mihaylov et al., 2018)ççç Let’s think step-by-step.

Prompt
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Main Results

- Few-shot examples을 Standard, CoT, Self-Consistency (Majority vote)의 성능 비교

- GSM8K에서 +7.7%, DROP에서 +4.8%, OpenBookQA에서 +4.4%, ANLI-A3에서 +4.5%의 Gain

Ablation study

- 4가지 프롬프트를 모두 사용하는 Mixed-formats이 프롬프트에 over-fitting 되는 것을 막아 높은 성능을 가져옴 
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OOD Results
- GSM8K, DROP, ARC-c, OpenBookQA, ANLI-A2, ANLI-A3 데이터를 혼합해서 학습 후, 학습하지 않은 도메인 추론

- 전반적으로 성능 향상을 얻음
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Further Study
현재 Knowledge Confliction을 중심으로, LLMs의 평가와 개선에 대한 연구 중

“LLMs이 기존에 가지고 있는 지식에 어긋나는 새로운 지식이 주어졌을 때, 
이를 잘 반영하여 생성을 잘 할 수 있는가. 그렇지 않다면 해결 방법은?”

1번째 논문
è 기존에 가지고 있는 지식에 어긋나면, 생성을 잘 할 수 없을 것으로 보임

2번째 논문
기존 Data Augmentation 중, Semi-supervised Learning 방법을 사용
è여러 Task에 맞는 개선 방법이 추후 등장, LLM도 마찬가지?
è검색기반 LLMs의 개선에 특화 할수 있을 가능성 ? 

(현재 Task별 Learning 방법이 가장 현명한 방법으로 생각됨)
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