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2024 하계 세미나

심규호



C
op

yr
ig

ht
 ©

 2
02

3 
N

at
ur

al
 L

an
gu

ag
e 

P
ro

ce
ss

in
g 

&
 A

rti
fic

ia
l I

nt
el

lig
en

ce
 L

ab



C
op

yr
ig

ht
 ©

 2
02

3 
N

at
ur

al
 L

an
gu

ag
e 

P
ro

ce
ss

in
g 

&
 A

rti
fic

ia
l I

nt
el

lig
en

ce
 L

ab

2024 ICML
심규호



C
op

yr
ig

ht
 ©

 2
02

3 
N

at
ur

al
 L

an
gu

ag
e 

P
ro

ce
ss

in
g 

&
 A

rti
fic

ia
l I

nt
el

lig
en

ce
 L

ab

0. Abstract

강화학습(RLHF)은 크게 두 가지 부류, reward-based와 reward-free가 있는데, PPO와 
DPO가 각 부류의 대표적인 방법론 중 하나임.

- Reward-Based - e.g. PPO (Proximal Policy Optimization) 
- Reward-Free - e.g. DPO (Direct Performance Optimization)

Q1. DPO는 PPO보다 우월한가? Is DPO truly superior to PPO?
Q2. 왜 PPO는 아카데믹  벤치마크에서  활약을  하지 못하는가? Why does PPO perform poorly on 
Academic Benchmarks?
→ 
1. DPO는 근본적인  한계가  존재함

a. DPO의 알고리즘 성질들에 대한 이론적 & 경험적인 연구
2. PPO의 LLM Fine-tuning 성능 최적화를  위한 Critical Factor 소개

a. PPO에 대한 종합적인 평가
⇒ PPO는 다른 alignment methods들을 모두 능가 & challenging code competitions에서 SOTA 
기록
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1. Introduction

거대언어모델  LLM의 방대한 능력들을 실제에 적용하기 위한 human preference에 

align하는 연구 활발 

⇒ Fine-Tuning의 전형적인  steps

1. SFT Supervised Fine-tuning를 통한 베이스모델  구축

2. RLHF Reinforcement Learning from Human Feedback를 통한 모델의  성능 향상

a. Reward-Based

1. PPO

b. Reward-Free

2. DPO, RRHF, PRO
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1. Introduction

Academic Benchmark에서 DPO가 PPO보다 더 활약을 하는 경향
⇒

1. RLHF domain에서 DPO가 PPO보다 우월한가?
2. RLHF 벤치마크에서  PPO의 성능이 발전될 수 있는가?

⇒ 
이론적(Theoretical) & 경험적(Empirical) 분석 진행
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1. Introduction

이론적 & 경험적 분석
1) DPO는 out-of-distribution responses 분포 밖의 답변을  통해 biased solution을 내는 경향

- DPO performance이 모델 output & preference dataset 사이의  dist’N shift의 큰 영향을  
받는 점

Ablation 연구
2) PPO의 중요한  알고리즘  관련 요소 탐구

- Advantage normalization, large batch size, exponential moving average

다양한  실험을  통한 findings 검증
3) PPO는 꾸준히  DPO를 능가하는  성능을  보임

- Dialogue generation task, Code Completion task
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2. Related Work

RLHF: 인간의 선호도를 반영하기 위해 인간 피드백 기반 강화학습
- Reward-based

- Reward Model을 Preference data에 훈련
- 학습된  Reward Model은 PPO와 같은  RL 강화학습  알고리즘에  reward 

signal을 보내줌
- Reward-free

- LLM을 preference data에 바로  학습시키거나  human preference를 
distill하기  위한  data ranking

- 가장  좋은  퍼포먼스를  보인  DPO 

Academic Benchmark에서  DPO ←→ Chat-GPT, Claude와 같이  성공적인  
application들은  PPO 기반
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3. Preliminary

a) Language Model 언어 모델
- 언어 모델을 하나의 Policy 취급

- user instruction X를 입력 받았을 때 text response y를 받게끔 가이드

- prompt x를 받았을때 auto-regressive한 방식으로 답변 y를 생성
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3. Preliminary

b) SFT Supervised Fine-Tuning
- 모델 alignment의 초기 단계

c) RLHF Reinforcement Learning from Human Preference
- SFT에서 더 나아가 alignment하는 단계
- 아래의 objective를 극대화하는  방식

- r: reward function
- πref: Kullback-Leibler Divergence와 함께 πθ를 regularize하는데 사용되는 

reference model
- β: regularization 정규화의 degree를 조절하는 상수
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3. Preliminary

c-i) PPO Proximal Policy Optimization
1. Reward model Training

a. r(x, y)가 주어지지 않았다면,      ward model r’            으로 r를 추정해야함
i. human-annotated data                                     로 학습

ii. yw가 yl보다 나은 답변일 확률

b. r’   훈련은 negative-log-likelihood의 최소화 과정을 통해 진행
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3. Preliminary

c-i) PPO Proximal Policy Optimization
  2.    모델/policy πθ 훈련: RLHF의 Objective을 극대화(maximize) 진행함 

- 이때                 → 
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3. Preliminary

c-ii) DPO  Direct Policy Optimization
1. Reward Model의 학습 과정 없이 곧바로 모델/policy πθ를 preference data에 
훈련시킴

a.  r(x, y)와 최적화된  언어모델  π*(y|x) 의 관계 도출

b.     

c.
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3. Preliminary
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4. DPO의 한계

“DPO는 PPO보다 뛰어나지  않을 수도 있다"

1) 이론적 분석 → DPO training Objective과 관련된 이슈-DPO의 한계점

2) Synthetic Scenario을 통한 실험적 검증 → DPO는 out-of-dist’N data에 취약함

3) 실제 preference dataset에 실험 → DPO performance를 향상시키는  방법
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4. DPO의 한계- 이론적  분석
- PPO가 학습된  Reward-Model의 잠재적  결함들의  영향을  받아  잘못된  output으로  이끄는  
경향이  있다는  연구  존재

- DPO는 Reward-Modeling을 안하지만 , 비슷한  일반화  문제가  존재함
- 아래의  제시된  정리는  왜 DPO가 PPO보다  열약한지  설명해주는  논문의  핵심적인  역할을  함

“PPO로 찾아진 policy들은 모두 DPO로 생성된 policy들의 진부분집합이다”
→ 모든  PPO로 찾아진  solution은 DPO objective를 minimize한다
→ Reward Model의 결함들이  이끌어낸  모든  PPO의 solution들은  DPO를 통해서도  도출할  수 

있다

→ 더불어 , DPO는 추가적으로  out-of-distribution data를 통해  잘못  도출된  solution들을  
찾아서  human preference와 정렬이  잘 된 reference policy로부터  크게  멀어질  수 있다 .
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4. DPO의 한계- 이론적  분석

          를 생성하지만 ,           의 
제한 때문에 PPO는 같은 
policy를 생성하지 못할것이다.
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4. DPO의 한계- 이론적  분석
Reward Misspecification Issue; 강화학습에서  모델이 원하는 방향으로 align이 되지 않는 
이슈

- 핵심 원인은 Preference dataset의 너무 좁은 Dist’N 범위
- PPO의 경우, 학습된 Reward Model이 Out-of-Dist’N 샘플들에게  큰 점수를 주는 것이 
문제가 됨

- DPO는 Reward Model training을 피하지만, 다른 방식으로 OOD 샘플에 Misspecification 
문제가 발생함

- DPO는 unseen response를 편애하는 편향된 분포를 생성할 수 있음
- 이와 달리, PPO는 preference dataset의 분포 이외에도 prompt-only data & 그에 
대해 생성된 답변을 활용할 수 있음

→ Training 단계에서 생성된 샘플들에 KL-Divergence를 통한 추가적인 
regularization을 제공할 수 있음
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4. DPO의 한계 - Synthetic Scenario을 통한 실험적  검증

- y축: Input/Prompt

- x축: Response Y

- policy & reward model MLP로 모델링

- input: one-hot vector

- output: 전체 답변에 대한 

categorical dist’N 

- 최적 답변들은 대각선 diagonal을 

이루게끔 설정
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4. DPO의 한계 - Synthetic Scenario을 통한 실험적  검증
- DPO & 학습된  Reward Model은 Preference 

Dataset의 Out-of-Dist’N 답변들에  대하여  
높은  값을  매김 . “Reward Misspecification”

- DPO의 경우 , reference model보다  높은  
값을  매길  가능성  존재

- 반면  PPO는 낮은  값을  매겼음  & optimal 
policy를 학습함 .

- 앞서  Reward Model이 misspecification 
문제가  있었음에도 , PPO가 reference 
model과의  KL-Regularization을 통해  
완화  시킬  수 있음  

⇒ DPO는 Out-of-Dist’N 답변들을  편애하는  편향된  
policy를 생성하는  경향이  있음  
→ 이는  예측  불가한  행동을  초래할  수 있음
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4. DPO의 한계 - 실제 Preference Dataset에 실험

DPO 성능에 영향을 끼칠 만한 두가지 factor 분석

- Base Model & Preference Data

실험 설계

- 데이터셋: SafeRLHF………Preference 쌍 (x,y1,y2, lh,ls, b1,b2)

- lh, ls : helpfulness & safety을 기준으로 한  y1,y2에 대한 선호도

- b1, b2 : y1,y2에 대한 binary safety 라벨 (positive or negative)

→ Objective: 내용 생성에 있어서 helpfulness보다 safety를 우선시하도록  LLM 훈련

- 두 답변 모두 safe일때는 helpfulness에 따른 선호도, 그 외는 safety에 따른 

선호도

- i.e. pref== If) b1, b2 모두 positive →lh else) ls
   - base model은 Alpaca에 train w/SFT ⇒ ‘SFT(Alpaca)’
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4. DPO의 한계 - 실제 Preference Dataset에 실험

Base Model의 영향
- SFT(Alpaca): DPO 성능  poor

→ 가설 : base model의 training data(Alpaca)와 

preference data(SafeRLHF) 간의  분포  이동  

(distribution shift)으로  인한  distribution mismatch & 

noises

- SFT(Safe): SFT(Alpaca)를 SafeRLHF 

데이터셋의  safe 답변들만으로  fine-tune

⇒ 추가적인  SFT 이후의  DPO를 통해  분포  

불일치  완화로  Safety Rate 16.4% 향상

Preference Data에 대한 Sensitivity
- dataset 정제를  통해서도  성능  향상을  보임
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4. DPO의 한계 - 실제 Preference Dataset에 실험

Preference Data Dist’N의 영향

- 추가적인  SFT 이외의  dist’N shift 완화  방법  

조사

- 추가적인  데이터  수집  방안

- SFT(Safe)로 새로운  답변  생성  &  학습된  

reward model이 preference labeling

- Iterative 반복적으로  위의  과정  진행 ; 

가장  마지막의  DPO model을 reference 

model로 설정

⇒  DPO-Iter

- PPO와 견줄만한  성능  보임
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4. DPO의 한계 - 실제 Preference Dataset에 실험

DPO 성능 향상

- model과 preference dataset사이의  분포 차이 혹은 이동을  완화

→ i) 추가적인  SFT

     ii) noisy한 preference 데이터  정제

                iii) ‘DPO-iter’ - 새로운  response 생성& 학습된  reward model을 

통한 labeling
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5. PPO의 중요 요소

3개의 key technique

1. Advantage Normalization

a. advantage estimates를 정규화
i. advantage function A(a,s): s(state)에서 a(action)을 취했을때  a들의 

평균보다  결과값이  얼마나  잘하거나  못하는지  수치화

2. Large batch-size training

3. Exponential Moving Average를 통한 reference model 업데이트  

a. ‘지수 평활법 '

i. 시계열  데이터를  매끈하게  만드는  경험 법칙
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5. PPO의 중요 요소

Implementation 세부사항

- PPO → DeepSpeed-Chat 기반

Experiment Setup

- Ablation 연구

- Dialogue 대화 task → HH-RLHF task

- Base 모델: Llama2-7B

- 코드 생성 task → APPS, CodeContest

- Base 모델: CodeLlama-34B
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5. PPO의 중요 요소

● Baseline PPO는 HH-RLHF & CodeContest에서는 성능 향상, APPS에서는 성능 저하를 

보임

● Adv.Norm: PPO training 안정화 → PPO 성능 향상

● Large.Batch: 가장 비약적인 성능 향상을 불러옴, 특히 코드 생성 task들

● Ref.EMA (Reference 모델에 EMA ): 추가적인 성능 향상, reference model 또한 PPO의 

main LLM에 따른 update
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6. Benchmark 결과 - HH-RLHF

*LLama2-7B, OpenAssistant Reward Model

⇒ PPO > DPO-Iter > DPO
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6. Benchmark 결과 - SafeRLHF

⇒ Alignment 이후에, DPO와 PPO 모두 harm이 

적은 답변 생성 가능

⇒ PPO의 답변이 더 Helpful
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6. Benchmark 결과 - Apps

⇒  CodeLlama-34B를 base model로 

사용했을때  SOTA

⇒ 모든 모델 size에서 DPO-Iter가 SFT보다 

낮은 성능 보임

⇒ PPO는 모델 size 커질수록 성능 향상
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6. Benchmark 결과 - CodeContest

⇒ PPO는 SFT 모델의 성능을 

상당히 향상시킴

⇒ CodeLlama-34B는 PPO의 

도움으로 SOTA 기록

⇒ DPO는 옳은 코드를 하나도 

생성하지 못함

⇒ DPO-Iter 또한 SFT모델보다 

못함
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7. Conclusion

- DPO의 한계 분석

- DPO는 base model output과 preference data 간의 Distribution shift에 민감

- Iterative DPO 제시

- PPO Training의 Critical Factor 분석

- Advantage normalization, large batch size, Exponential Moving Average를 통한 

Reference 모델 업데이트

- 다양한 task에서의 PPO의 꾸준히 높은 성능 

- CodeCompetition 테스크에선  SOTA
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2024 NAACL

심규호
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0. Abstract

Slang 속어

- 일상의  대화 & online 소셜미디어에서  흔히 사용됨

- 정밀하게  짜여진  public benchmark의 부재

⇒ 영화 자막 Movie Subtitles들을 통해 Evaluation & Fine-tuning을 위한 Dataset 

구축

1) Slang Detection

2) 문장에서의  slang에 대한 지역적  & 역사적  정체성  파악
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1. Introduction

- LLM의 Slang에 대한  지식  부족
- Slang의 중요성

- 사회적  정체성을  나타냄  e.g. 나이 , 성별 , 지역
- ‘blazing’: US; ‘Something Excellent’, UK; “Anger”

   ⇒ 이러한  Slang의 중요성에도  불구하고 , slang과 관련된  LLM 연구는  적음
- 특히  높은  퀄리티의  public dataset 부족

   ⇒ ‘OpenSubtitles’ corpus 기반으로  publicly accessible dataset 구축
i) LLM의 Slang 검출  능력
ii) task-classification - 문장에서의  slang에 대한 지역적 & 역사적 정체성 파악
iii) Semantic Knowledge of slang in LLMs to understand the difference in 
the representation of slang versus conventional language use
전통적인  언어  사용과  Slang의 차이를  이해할  수 있는  Slang에 대한  의미적  
지식
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1. Introduction - Contributions

1. 영화 자막에 사용된 human-annotated 영어 Slang을 포함한 publicly 

accessible dataset

a. Novelty - 기존에 없던 public 접근 가능한 Slang benchmark 제공

2. LLM의 Slang 관련 지식에 대한 견고한 평가
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2. Related Work
Deep Learning for Slang

- Detection, generation, interpretation, predicting word formations of slang
→ Slang의 데이터  부족으로  연구에  어려움

Probing Knowledges in LLMs
- LLMs on their knowledge of non-standard language 

- e.g. metaphors, linguistic anomalies
- 두 가지 probing framework

i)  Behavioral Probing: 유사 input에 대한 언어 모델의 다른 행동 분석
ii) Edge Probing: 텍스트의 적절한 범위에 있는 모든 토큰의 표현을 집계하여 레이블을 

예측 방식
⇒ Behavioral Probing for LLM’s confidence in predicting slang usage

- 같은 문맥에 사용되는 Slang과 literal token의 LM 확률 비교 
⇒ Edge Probing for Slang detection & Slang Source Identification

- LLM의 속어 사용과 인구통계학적  정체성에 대한 지식
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3. Data
Open-Sub Slang Dataset
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4. Experiments - Models

Models

- BERT- like models

- BERT(bert-large-cased), RoBERTa(roberta-large), XLNet(xlnet-large-cased)

- GPT models

- GPT-3(text-davinci-002),GPT-3.5(gpt-3.5-turbo-0613), 

GPT-4(gpt-4-1106-preview)
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4. Experiments - Slang Detection

Task

- Edge Probing: 두개의 slang detection 테스크

- 3개의 Bert-like masked-language models

- zero-shot & fine-tune 된 GPT 모델들

- zero-shot; GPT의 내재된 지식 탐구하기 위함

- 문장-단위: binary classification 

- slang 포함이면 +, 포함하지 않으면 -

- 단어-단위: sequence tagging task

- slang인 단어에 slang label, 그외는  null
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4. Experiments - Slang Detection
Results

- OpenSubtitles-Slang dataset의 문장들에  

slang detection 결과

- BERT, RoBERTa >> XL-Net

- fine-tuned GPT-3.5 >> BERT-like

- fine-tuned BERT, RoBERTa >= zero-shot GPT

- 훨씬  적은  파라미터인  점

- Word-Level: GPT-finetuned >> GPT zero-shot 

models

⇒ GPT model들이  slang을 detect하는  관련  

지식들이  더 많지만 , GPT또한  더 나은  성능을  

위해서  fine-tuning 과정이  필요
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4. Experiments - Slang Detection

Results
- 영국 UK의 slang이 미국보다 

더 자주 모델에 의해 검출됨

- 눈에 띄는 성능 차이 
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4. Experiments - Slang Source Identification

Task
LLM의 slang의 인구통계학적  정체성 관련 지식 탐구 → text classification task 수행

- Slang을 포함한 문장을 주고 모델에게 해당 Slang의 원천을 classify하게끔 하는 
task

- 가설
- 모델에게 있어서 인구통계학적  원천을 알아내는데  속어가 salient 

feature라면, S2와 같이 속어가 mask된 경우 현저히 떨어진 성능을 보일것
- 반면, random 단어 mask한 것은 그정도의 성능 저하는 보이지 않을것
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Salient feature
⇒ GPT는 slang이 salient feature (O)

- 특히  GPT-3에서는  명백히  관측됨
⇒ 반면  BERT는 slang이 salient feature (X)

- Slang이 mask될 때나  Random word이 
mask될 때나  비슷한  성능  저하  → 단어의  
삭제  자체가  성능  저하를  일으킴  

- Slang이 mask될 때 오히려  성능  향상되는  
경우도  존재  → BERT 모델들은  오히려  
slang이 삭제되고  나서야  문장의  뜻에  더 
확신을  가짐
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4. Experiments - Model Interpretation

모델이  Slang에 대한 구조적  이해를  하는지
- slang과 그에 상응하는  paraphrase token의 확률 비교
- 문장 embedding 분석

Task
- model의 slang 사용에 대한 predictive confidence     

Metrics
slang과 그의 literal counterpart의 predictive confidence 비교를  위한 두 

개의 metric
- let)  Si …i번째 문장의  slang에 지정된  언어모델  확률  

Li…i번째 문장의  literal counterpart에 지정된  언어모델  확률
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4. Experiments - Model Interpretation

⇒ 오른쪽  표는  Slang과 Literal Token의 

likelihood ratio

⇒ BERT, RoBERTa, XL-Net, GPT-3 모두  

median ratio > mean ratio

  → 많은  slang들에  대해  

confident하지만  특정  subset의 

slang들에  대해선  지식이  부족
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4. Experiments - Model Interpretation

⇒ 왼쪽 표는 US & UK별 Median Ratio

⇒ BERT, RoBERTa, XL-Net, GPT-3 

모두 

US median ratio > UK median ratio

   → US slang을 생성하는게  UK 

Slang을 생성하는것보다  훨씬 

confident
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5. Conclusion

⇒ 거대 GPT 모델들이 BERT기반의 모델들 보다 Slang 관련 지식들을 더 많이 갖고 있음

i) 문장에서의  slang 검출 능력이 더 뛰어남 

ii) slang의 시대/지역 요소를 더 정확하게 파악함

iii) Better predicting slang usages relative to their literal counterparts

*이러한 GPT의 우위에도 불구하고, 해당모델이  Slang을 특별한 언어적 형태로 

encoding했다는 증거는 찾지 못함

- 영국의 Slang & 더 최근에 나온 slang들에 모델들이 더 떨어진 성능을 보임 → data 

부족의 원인으로 추정됨

⇒ GPT는 BERT모델들과 비슷한 bias & processing of slang 

⇒ GPT model들이 문맥별 속어 사용의 인구통계학적  정체성들을  더 잘 파악
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5. Limitations

- GPT-Models에 직접적인  접근 권한 통제

- GPT의 internal layer들 접근 불가 → 비교 방해

- e.g. GPT-3만 확률값  분석 가능, 그 이상의  모델은  불가능

- GPT; Autoregressive한 성질은   BERT;MLM한 특징과  부딪힘→ 비교 방해

- 해당 연구는  언어를  영어로만  했다는  점과 인구통계학적인  군집단도  

한정됨
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