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Large�Language�Model’s�Factuality



Theme�of�the�seminar

2

- 어떻게�LLM이�사실적인�답변을�생성하도록�학습할�수�있을까?

• How�can�we�fine-tune�LLM�towards�Factuality?

- Prompt, Context의�변형에�취약한�Accuracy를�대체할�Factuality측정�방법은�없는가?

• How�can�we�robustly assess�the�factuality�of�the�generation�output

despite�prompt�&�context�intervention?



Papers
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ICLR 2024 accepted

(3/3/2, 3/4/2, 3/3/2,�3/4/3)
soundness,�presentation,�contribution
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Problem�Setting
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Pre-training�&�RLHF�기반의�학습방법과�Factuality와의�괴리

Pre-training objective�문제

- LLM은다양한�pre-training 단계에서�Corpus내의�다양한�knowledge를�학습하면서�다양한�task에�engaging한�dialogue를�생성하는�능력을�보유

- 그러나Maximum�likelihood�loss 바탕의�학습은�pre-train data�distribution에서�벗어나는�token의�생성을�억제하므로�

Factual한�생성을�보장할�수�없음

RLHF방법의�문제

- 최근�LLM은�RLHF방법을�이용해�Human�preference에�높은�reward를�주는�방향으로 tuning되었음.�이는�Factuality를�높이는�방향으로도�활용됨

- 그러나�Human factual preference,�즉�generation output의�Factuality�label을�인간을�통해�얻는�것은�비용이�매우�높음

↓
Human�Intervention없이�LLM의�Factuality를�향상할�수�있는�FactTune 제안



FactTune
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FactTune:�DPO�기반�자동화된�훈련데이터�생성을�통한��Factuality�향상�학습�방법

1) 자동화된�훈련데이터�생성

- Reference-based�method: Generation�output이�주어진�wikipedia knowledge를�support하는지를�측정하는�FactScore방식을�

차용하여�chosen,�rejected�set�결정

- Reference-free method: Generation output sampling�기반�모델의�생성�확률을�이용한�confidence�score를�이용하여�chosen,�

rejected�set�결정

2) DPO�활용�Factual�preference학습



FactTune
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1. Extract atomic claims from sample

- ChatGPT(GPT-3.5)를 이용해 LLM의 생성 결과들을 각각 m개의 

atomic claim으로 분해

2. Estimate truthfulness score of each atomic claim

- 분해된 개별 atomic claim의 진실성(truthfulness)를 

reference-based, reference-free 방법을 활용하여 측정

- n개 atomic claim의 truthfulness score를 합산하여서두 

생성결과의 chosen, rejected label을 할당

• Dataset generation�procedure



FactTune
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- Factscore 방식을 차용하여서 진행

- 분해된 개별 atomic claim이 mapping된 Wikipedia passage를 

support하는지를 학습된 LLaMA1-7b 모델로 이진분류 (NLI 방식)

- 만약 support할 경우 1, 그렇지 않을 경우 0으로 할당

- 따라서 어떤 generation output의 truthfulness score는 추출된 

총 atomic claim개수 대비 truthfulness score 합의 비율

단점

- 적절한 reference를 mapping할 수 있는 retrieval 필요

- atomic claim과 reference의 matching을 판단하는 적절한 판별 

모델 필요

• Reference-based truthfulness



FActScore
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Inst-LLaMA,�ChatGPT를�이용하여서�자동화된�

Factscore�측정을�시도

Ground�truth�Factscore와�Estimated�Factscore의�

차이�ER(error�rate)을�기준으로�가장�타당한�방법�탐색

�4개의�prompting�방법으로�Factscore 측정�방식�다변화

- No-context LM: <atomic-fact> True or False?

- Retrieve→LM: GTR을 이용해 top-5 passage + <atomic-

fact> 를 prompt로 사용하여 True, False 판별

- NP: MLM 기반의 모델을 사용하여 <atomic-fact>의 평균 

masking 복원 확률을 이용하여 True, False 판별

- Retrieve→LM + NP: Retrieve→LM과 NP의 판별 방식을 

결합하되 두 방식 각각으로 판별했을 때만 True로 예측

• Estimating�Factscore



FactTune
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- 분해된 개별 atomic claim을 GPT-3.5를 이용해 question으로 

변환

- LLaMA1-7b모델에게 QA를 실시, 20번 sampling하여 총 20개의 

answer를 도출

- 유사한 정답이 있을 수 있으므로 GPT-3.5혹은 Heuristic string

match로 유사한 정답을 하나의 정답군으로 묶음

- (전체 sample 개수 대비 각 정답군의 비율)^2 값의 합으로 

truthfulness score를 산출

• Reference-free truthfulness



FactTune

11

• Factuality�Tuning:�Putting�it�all�together

- 최종�데이터셋�생성�방안은�먼저�주어진�1개의�prompt에�대하여�𝑛개의�sample을�생성

- 생성된�𝑛개의�sample들�간�2개의�pair를�만드는�조합 !
" 구성,�각�조합�내에서�

chosen은�truthfulness�score가�더�높은�sample로�할당,�rejected는�반대의�sample로�할당

- 총�𝑚개의�prompt에�대해서�수행하므로�최종�생성�훈련데이터�수는�𝑚 !
" − 𝑘,�이�때�𝑘는�truthfulness�

score가�동률인�경우에�해당하여�제외하는�경우를�의미

- 최종�생성�훈련데이터를�DPO�framework를�활용하여�Fine-tuning�진행



Experiment�Setup
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• Dataset�generation

- Reference-based�truthfulness score를�측정할�수�있어야�하므로�Reference가�존재하는�Biographies,�Medical�

QA(Wikipedia�page)�데이터셋을�활용함

- Seed prompt는�GPT-3.5개�생성했으며 sample은�LLaMA1-7b모델의�few-shot�prompt를�주어서�추출

- 위�데이터셋을�기반으로�3개의�모델을�학습

1) FactTune-FC: Reference-based�truthfulness�score를�이용하여�DPO�training set 구축�및�학습

2) FactTune-MC:�Reference-free�truthfulness�score의�max값을�이용하여�DPO�training�set�구축�및�학습

3) FactTune-EC: Reference-free�truthfulness�score의�Estimation값을�이용하여�DPO�training�set�구축�및�학습



Experiment�Setup
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Baseline
- DOLA:�Decoding�by�Contrasting�Layers�

• 사용�Model�&�Evaluation�setting

Baseline
- ITI:�Inference-time�intervention

output�next-word�probability�is�obtained�from�the�difference

in�logits�between�a�higher�layer�versus�a�lower�layer

LM의�Truthfulness에�관여하는�일부�layer의�Representation에

Multi-head attention head�representation�activation�값을�

추가하여�inference를�진행하는�방법



Main�result
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• Quantitative�Result

FactTune의�Factuality�향상�확인

- #�Correct,�%�Correct는 높을수록,�#�Incorrect는�

낮을수록�좋음

- SFT�방법�대비�#�Correct,�%�Correct는�

증가시키면서�# Incorrect는�하락

- 직접적인�비교대상인�RLHF학습�기반�LLama-2�Chat�

모델�대비�#Incorrect의�수를�줄이면서�%Correct를�

늘리는�것을�볼�수�있음�

- ITI, DOLA는�기존�SFT대비�Domain에�따라�

Factuality 향상의�효과가�상이한�것을�확인



Main�result
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• Quantitative�Result

- RLHF학습�기반�LLaMA2-Chat�모델에�FactTune을�적용했을�때의Factuality�향상을�측정

- FactTune은�기존�RLHF대비�Correct생성물의�수를�크게�줄이지�않으면서�Incorrect의�수는�크게�

줄여�%Correct의�향상이�있는�것을�볼�수�있음



Further�Analysis
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• DOLA+FactTune의�효과�측정

- LLaMA-2의�Biographies실험을�제외하고�모든�면에서�FactTune에�DOLA를�적용했을�때�성능�

향상이�존재

- 타�Decoding�strategy의�투입에�따른�성능변화는�미확인



Further�Analysis
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• Ablation�study

- Atomic�fact�vs�Entity,�Max�vs�Expected�model�confidence�방법의�변경으로�인한�성능�변화를�측정

- Atomic fact기반의�평가�방식이�Entity대비�Incorrect의�개수를�줄이는데�효과가�있는�것을�확인할�수�있음



NAACL 2024�main�accepted
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Accuracy�기반�LLM의�Factuality측정의�불안정성 (Reliability�issue)

- 단순 모델 생성 결과의 정답 일치여부를 확인하는 accuracy는 

LLM에게 주는 Input 변형에 강건하지 못한 측정방법임

Prompt framing effect

- LLM에게 어떤 형식의 prompt를 주는지에 따라서 답변의 결과가 

달라짐

- 최적 혹은 고정된 prompt를 사용하거나 sampling을 적용하지 

않은 accuracy 측정은 오류를 내포 + 높은 Inference 비용

In-context Interference

- Context를 활용하여 답변을 해야하는 상황에서도 LLM은 

context단의 변형에 따라 다른 답변을 생성함

- 예로 Context앞에 잘못된 답변을 미리 기입하면 LLM은 뒤 

context를 무시하고 잘못된 답변을 생성하는 경우가 존재



Problem�Setting
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Accuracy�기반�LLM의�Factuality측정의�부정확성

↓
LLM이�내재한�Factual지식(Factuality)에�의거해�생성�여부를�적절히�판단할�수�있는

Input�variant에�강건한�MONITOR�metric제안

- 모델 간의 Factuality 능력 비교에 있어서도 accuracy는 정확한 

지표가 될 수 없음

- A, B모델이 모두 Top-1 prob로 Switzerland를 예측해서 정답에 

해당하나 B모델은 매우 낮은 Confidence로 예측한 것을 볼 수 있음



Preliminary
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• Effect�of�Prompt�framing�on�accuracy

→

- T-REx dataset의�P17관계에�해당하는�Subject, Object정보를�활용해�X,Y를�구성

- Model에�관계없이�prompt�단의�변화에�따른��Accuracy의�극적인�변화를�확인할�수�있음



Preliminary
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• Effect�of�In-context�interference

→

- Y의�경우�이론상�100에�수렴해야�하는�Accuracy가�도출되어야�하나�그렇지�못한�모습을�볼�수�있음

- 특히�거짓된�정답을�기입하는�Y_의�경우�기본�prompt�x�대비�큰�성능�하락을�볼�수�있음



MONITOR
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• Method

- Preliminary experiment에서 얻은 실험결과를 바탕으로 

input variant에 따른 LLM의 답변 변화를 고려한Metric인 

MONITOR 제안

- LLM이 내재된 지식에 의존해서 답변을 수행하는 능력이 얼마나 

있는지를 측정하고자 기준 확률값과 변형 확률값과의 distance를 구함

- 𝑃 𝑜 𝑠, 𝑟, 𝑖!)를 이용해 𝑖의 변화에 따른 기준𝑃 𝑜 𝑠, 𝑟, 𝑖!)와 

변형 𝑃 𝑜 𝑠, 𝑟), 𝑃 𝑜 𝑠, 𝑟, 𝑖") 의 변화를 측정하고자 함

- 𝑖는 In-context interference를 의미

- 𝑖!는 positive In-context interference를 의미

- 𝑖"는 negative In-context interference를 의미



MONITOR
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• Method

Promt-framing Degree (PFD)

- Primary anchor 𝑃 𝑜 𝑠, 𝑟, 𝑖!)와 foreign anchor 𝑃 𝑜 𝑠, 𝑟)와의 mean distance를 

산출

- 𝐿#, 𝑐-th obejct의 sub-word의 개수

- 𝑐 ∈ 1, … , 𝑆 , 𝑐는 dataset 𝑆에 있는 subject, object의 index

- 𝑅, prompt-framing을 시도하는 foreign anchor의 개수

- 작은 값을 산출할수록 해당 LLM은 prompt-framing effect에 강건한 것

Interference-relevance Degree (IRD)

- Primary anchor 𝑃 𝑜 𝑠, 𝑟, 𝑖!)와 foreign anchor 𝑃 𝑜 𝑠, 𝑟, 𝑖")와의 mean distance를 

산출

- 𝑚, negative In-context interference의 개수

- 작은 값을 산출할수록 해당 LLM은 in-context Interference-relevance effect에 

강건한 것



MONITOR
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• Method

MONITOR

- PFD, IRD 값을 이용해 종합 score인 MONITOR를 산출

- 𝛼$, 𝛼%, 𝛼&: PFD, IRD, PFD * IRD의 영향력을 조절하는 hyper-parameter

- 𝛼$, 𝛼%, 𝛼& = 0.33으로 동일한 값으로 설정

- 작은 값을 산출할수록 해당 LLM은 내재된 지식의 활용성 (Factual reliability)이 

Prompt-framing, Interference-relevance effect로부터 방해받지 않으면서 

강건하다는 것을 의미
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• FKTC�dataset

- LLM의 Factual Reliability를 측정하기 위한 QA Prompt set(prompt-framing set)과 context In-context Interference를 

가지고 있는 Test set인 FKTC dataset을 제작

- T-rex의 20개 관계 triplet에 해당되는 subject, object를 활용하여 총 210,171 prompts를 가진 test set을 생성



Main�result
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• Validation�of�MONITOR�compared�to�the�accuracy



Main�result
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• Validation�of�MONITOR�compared�to�the�accuracy
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- DPO를�활용하여�LLM의�Factuality를�향상시키는�것이�유효한�전략임을�확인할�수�있음

- DPO�학습에�적절한�dataset구축을�위한�방법론�제안�또한�유효한�전략임을�확인할�수�있음

- LLM의�input에�영향을�주어�Factuality�변동성을�파악하는�Robustness 파악�연구의�참신성

• Pros

- Factuality향상을�다른�연관�Task(예로�RAG�기반�Generation)와의�적용�가능성에�대한실험�부재

- 외부�지식이�Input에�개입된�상황에서의�Factuality�향상은�어떻게�보장할�수�있나?

- T-REx의�20개�취사선택된 Relation외의�Open-domain�QA�상황에서의�LLM�Factual Reliability�측정�방법이�증명되지�못함

• Cons



Thank�you


