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NLP&AI 연구실 세미나 (08/08, Thu)

김진성

Hallucination Mitigation wrt
RAG
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Hallucination Mitigation
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Hallucination Mitigation – 범주
A Comprehensive Survey of Hallucination Mitigation Techniques in Large Language Models (2024)
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Hallucination Mitigation - 범주
A Comprehensive Survey of Hallucination Mitigation Techniques in Large Language Models (2024)

Q1) Tuning 없이 Prompt engineering (RAG 방식)으로 진짜 완화 되는게 맞나? (Halluci. 
관점)
Q2) RAG 범주.. Retrieval 을 중요하게 다루는가? 주로 어떤 역할? (Ret. 관점)
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Hallucination Mitigation - RAG

* 전/중/후 - Before Generation
- 공통 개념: LLM에 feed 하는 input (prompt)을 retrieval 을 통해 양질화 (→ 전통적)

1) Feedback 모듈 활용 [1]
- ”Automated feedback 생성 모듈을 통해 input prompts 를 iteratively revise 한다.”
- 생성용 LLM 따로, revision 용 feedback 모듈 (set) 따로.
- 생성 LLM : response candidates 생성 (e.g., ChatGPT)
- revision 모듈: query 로 외부 지식 검색하여 evidence chains 를 생성 (knowledge consolidation)
→ utility score 등을 구하고, feedback 생성 (utility 모듈) → 피드백 기반 revised 된 응답 재생성.

2) Search Engine 활용 [2]
- 대부분의 LLMs 지식의 static 한 특성 지적
→ evolving world 에 adapt 하는 능력을 위한 Few-shot prompting 제안!

- up-to-date 정보를 프롬프트에 통합하기 위하여 search engine 활용

A Comprehensive Survey of Hallucination Mitigation Techniques in Large Language Models (2024)

[1] Check Your Facts and Try Again: Improving Large Language Models with External Knowledge and Automated Feedback (https://arxiv.org/pdf/2302.12813)
[2] FreshLLMs: Refreshing Large Language Models with Search Engine Augmentation (https://arxiv.org/pdf/2310.03214)
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Hallucination Mitigation - RAG

* 전/중/후 - Before Generation
- 공통 개념: LLM에 feed 하는 input (prompt)을 retrieval 을 통해 양질화 (→ 전통적)

1) Feedback 모듈 활용 [1] - MS
- ”Automated feedback 생성 모듈을 통해 input prompts 를 iteratively revise 한다.”
- 생성용 LLM 따로, revision 용 feedback 모듈 (set) 따로.
- 생성 LLM : response candidates 생성 (e.g., ChatGPT)
- revision 모듈: query 로 외부 지식 검색하여 evidence chains 를 생성 (knowledge consolidation)
→ utility score 등을 구하고, feedback 생성 → 피드백 기반 revised 된 응답 재생성.

2) Search Engine 활용 [2] - Google
- 대부분의 LLMs 지식의 static 한 특성 지적
→ evolving world 에 adapt 하는 능력을 위한 Few-shot prompting 제안!

- up-to-date 정보를 프롬프트에 통합하기 위하여 search engine 활용

A Comprehensive Survey of Hallucination Mitigation Techniques in Large Language Models (2024)

[1] Check Your Facts and Try Again: Improving Large Language Models with External Knowledge and Automated Feedback (https://arxiv.org/pdf/2302.12813)
[2] FreshLLMs: Refreshing Large Language Models with Search Engine Augmentation (https://arxiv.org/pdf/2310.03214)
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Hallucination Mitigation - RAG

* 전/중/후 - Before Generation
- 공통 개념: LLM에 feed 하는 input (prompt)을 retrieval 을 통해 양질화 (→ 전통적)

1) Feedback 모듈 활용 [1] - MS
- ”Automated feedback 생성 모듈을 통해 input prompts 를 iteratively revise 한다.”
- 생성용 LLM 따로, revision 용 feedback 모듈 (set) 따로.
- 생성 LLM : response candidates 생성 (e.g., ChatGPT)
- revision 모듈: query 로 외부 지식 검색하여 evidence chains 를 생성 (knowledge consolidation)
→ utility score 등을 구하고, feedback 생성 → 피드백 기반 revised 된 응답 재생성.

2) Search Engine 활용 [2] - Google
- 대부분의 LLMs 지식의 static 한 특성 지적
→ evolving world 에 adapt 하는 능력을 위한 Few-shot prompting 제안!

- up-to-date 정보를 프롬프트에 통합하기 위하여 search engine 활용

A Comprehensive Survey of Hallucination Mitigation Techniques in Large Language Models (2024)

[1] Check Your Facts and Try Again: Improving Large Language Models with External Knowledge and Automated Feedback (https://arxiv.org/pdf/2302.12813)
[2] FreshLLMs: Refreshing Large Language Models with Search Engine Augmentation (https://arxiv.org/pdf/2310.03214)

Google Search (snippet, highlighted 등은 추출했다고만
기술.)
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Hallucination Mitigation - RAG

* 전/중/후 - During Generation (1)
- 공통 개념: sentence-by-sentence retrieval 활용 (즉, 각 문장을 생성할 때 매번 retrieval 수행)
→ 그렇다면.. 비용의 문제가..??

1) Low-confidence identification and correction [3]
- Detection: 생성문으로부터 key concepts 추출 (self)
→ ‘uncertainty’ 측정을 통해 possible hallucination detection 수행
(한 concept 을 이루는 token probabilities 중 minimum 값을 score 로 사용) → API 모델 적용 불가.

- Correction: QA generation phase 를 도입하여, low-confidence concepts 에 대한,
Binary validation QA 생성 (self, evidence 는 bing search)

→ 해당 evidence 기반으로 hallucinated phrase (concept) 를 model (self) 로 하여금 제거/대체하게 함.

A Comprehensive Survey of Hallucination Mitigation Techniques in Large Language Models (2024)

[3] A Stitch in Time Saves Nine: Detecting and Mitigating Hallucinations of LLMs by Validating Low-Confidence Generation (https://arxiv.org/pdf/2307.03987)

https://arxiv.org/pdf/2307.03987
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Hallucination Mitigation - RAG

* 전/중/후 - During Generation (1)
- 공통 개념: sentence-by-sentence retrieval 활용 (즉, 각 문장을 생성할 때 매번 retrieval 수행)

1) Low-confidence identification and correction [3]
- Detection: 생성문으로부터 key concepts 추출 (self)
→ ‘uncertainty’ 측정을 통해 possible hallucination detection 수행
(한 concept 을 이루는 token probabilities 중 minimum 값을 score 로 사용) → API 모델 적용 불가.

- Correction: QA generation phase 를 도입하여, low-confidence concepts 에 대한,
Binary validation QA 생성 (self, evidence 는 bing search)
→ 해당 evidence 기반으로 hallucinated phrase (concept) 를 model (self) 로 하여금 제거/대체하게 함.

A Comprehensive Survey of Hallucination Mitigation Techniques in Large Language Models (2024)

[3] A Stitch in Time Saves Nine: Detecting and Mitigating Hallucinations of LLMs by Validating Low-Confidence Generation (https://arxiv.org/pdf/2307.03987)

https://arxiv.org/pdf/2307.03987
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Hallucination Mitigation - RAG

* 전/중/후 - During Generation (2)
- 공통 개념: sentence-by-sentence retrieval 활용 (즉, 각 문장을 생성할 때 매번 retrieval 수행)

2) Verification and rectification [4]
- 해당 연구도 바로 앞의 논문이랑 로직이 거의 동일. (거의 표절 수준)

- 3 steps 의 프레임워크 구성: generation, validation, rectification
- key concepts 추출 (self)
→ QAG phase 도입 (다만, 다른 점은 여기서는 모든 concepts 에 대해서 진행)

→ intrinsic (틀린 정보), extrinsic (무관 정보, support checking) 둘 다 교정.

→ sent-by-sent approaches 의 목적은 “snowballing” 문제를 방지를 위함.
→ 근데 사실.. 일부 tasks 에 한정적인 것이 아닌가..

(story gen.)

A Comprehensive Survey of Hallucination Mitigation Techniques in Large Language Models (2024)

[4] EVER: Mitigating Hallucination in Large Language Models through Real-Time Verification and Rectification (https://arxiv.org/pdf/2311.09114)
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Hallucination Mitigation - RAG

* 전/중/후 - During Generation (2)
- 공통 개념: sentence-by-sentence retrieval 활용 (즉, 각 문장을 생성할 때 매번 retrieval 수행)

2) [4]
- 해당 연구도 바로 앞의 논문이랑 로직이 거의 동일함.
- 3 steps 의 프레임워크 구성: generation, validation, rectification
- key concepts 추출 → QAG phase 도입 (다만, 다른 점은 여기서는 모든 concepts 에 대해서 진행)
→ intrinsic (틀린 정보), extrinsic (무관 정보) 둘 다 교정.

→ sent-by-sent approaches 의 목적은 “snownballing” 문제를 방지를 위함.

A Comprehensive Survey of Hallucination Mitigation Techniques in Large Language Models (2024)

[4] EVER: Mitigating Hallucination in Large Language Models through Real-Time Verification and Rectification (https://arxiv.org/pdf/2311.09114)

셋 중 하나로 대답

Google 

Search
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Hallucination Mitigation - RAG

* 전/중/후 - After Generation
- 공통 개념: post-editing 방식으로, 모델 생성 후에 retrieval 활용해서 (evidence 와) alignment

맞추는 작업

1) Research-and-revise [5]
- Editing for Attribution 방법 제안:

. Attribution task ? Retrieved docs 로 부터 evidence source snippets 찾기 작업.
→ editing for attribution? Revised text 를 뱉는데, attribution report 에 aware 하게.

- 즉, fact-checking 방식을 따라 contents 를 retrieved evidence 를 align 하는 작업 수행

2) High entropy words spotting and replacement [6]
- 상기 [3] 연구에서 concepts 의 ‘uncertainty’를 잰 것처럼, 단어들의 entropy 를 쟀다고 함.
- spotting: Albert 등의 PLMs 을 활용하여 high entropy words 를 identify.
→ 정확히 어떻게 쟀는지 설명 X, 공개된 깃헙 없어서 정확한 로직 파악 불가.

- replacement: ‘concreteness (구체성)’가 낮은 단어들로 대체. (이것도 PLM 사용했다는데 디테일 X)
→ 단어 당 concreteness 가 rating 된 연구에서 그대로 들고 옴.

A Comprehensive Survey of Hallucination Mitigation Techniques in Large Language Models (2024)

[5] RARR: Researching and Revising What Language Models Say, Using Language Models (https://aclanthology.org/2023.acl-long.910.pdf)
[6] The Troubling Emergence of Hallucination in Large Language Models – An Extensive Definition, Quantification, and Prescriptive Remediations 
(https://aclanthology.org/2023.emnlp-main.155.pdf)

https://aclanthology.org/2023.acl-long.910.pdf
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Hallucination Mitigation - RAG

* 전/중/후 - After Generation
- 공통 개념: post-editing 방식으로, 모델 생성 후에 retrieval 활용해서 align 맞추는 작업

1) Research-and-revise [5]
- Editing for Attribution 방법 제안:

. Attribution task ? Retrieved docs 로 부터 evidence source snippets 찾기 작업.
→ editing for attribution? Revised text 를 뱉는데, attribution report 에 aware 하게.

- 즉, fact-checking 방식을 따라 contents 를 retrieved evidence 를 align 하는 작업 수행

2) High entropy words spotting and replacement [6]
- 상기 [3] 연구에서 concepts 의 ‘uncertainty’를 잰 것처럼, 단어들의 entropy 를 쟀다고 함.
- spotting: Albert 등의 PLMs 을 활용하여 high entropy words 를 identify.
→ 정확히 어떻게 쟀는지 설명 X, 공개된 깃헙 없어서 정확한 로직 파악 불가.

- replacement: ‘concreteness (구체성)’가 낮은 단어들로 대체. (이것도 PLM 사용했다는데 디테일 X)
→ 단어 당 concreteness 가 rating 된 연구에서 차용

A Comprehensive Survey of Hallucination Mitigation Techniques in Large Language Models (2024)

[5] RARR: Researching and Revising What Language Models Say, Using Language Models (https://aclanthology.org/2023.acl-long.910.pdf)
[6] The Troubling Emergence of Hallucination in Large Language Models – An Extensive Definition, Quantification, and Prescriptive Remediations 
(https://aclanthology.org/2023.emnlp-main.155.pdf)

Retrieval

https://aclanthology.org/2023.acl-long.910.pdf
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Hallucination Mitigation - RAG

* 전/중/후 - After Generation
- 공통 개념: post-editing 방식으로, 모델 생성 후에 retrieval 활용해서 align 맞추는 작업

1) Research-and-revise [5]
- Editing for Attribution 방법 제안:

. Attribution task ? Retrieved docs 로 부터 evidence source snippets 찾기 작업.
→ editing for attribution? Revised text 를 뱉는데, attribution report 에 aware 하게.

- 즉, fact-checking 방식을 따라 contents 를 retrieved evidence 를 align 하는 작업 수행

2) High entropy words spotting and replacement [6]
- 상기 [3] 연구에서 concepts 의 ‘uncertainty’를 잰 것처럼, 단어들의 entropy 를 쟀다고 함.
- spotting: Albert 등의 PLMs 을 활용하여 high entropy words 를 identify.
→ 정확히 어떻게 쟀는지 설명 X, 공개된 깃헙 없어서 정확한 로직 파악 불가.

- replacement: ‘concreteness (구체성)’가 낮은 단어들로 대체. (이것도 PLM 사용했다는데 디테일 X)
→ 단어 당 concreteness 가 rating 된 연구에서 차용

A Comprehensive Survey of Hallucination Mitigation Techniques in Large Language Models (2024)

[5] RARR: Researching and Revising What Language Models Say, Using Language Models (https://aclanthology.org/2023.acl-long.910.pdf)
[6] The Troubling Emergence of Hallucination in Large Language Models – An Extensive Definition, Quantification, and Prescriptive Remediations 
(https://aclanthology.org/2023.emnlp-main.155.pdf)

근데 이게 (구체성 낮춰서 hallucination 점수
낮추는게) 과연 진짜로 올바른 방향인가..?

https://aclanthology.org/2023.acl-long.910.pdf
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Hallucination Mitigation – After Generation

* Research-and-Revision
- Research step (분홍):
1) model output x 에 대한 QG (N개) 진행. (self, 6-

shots)

2) 각 Q 에 대한 evidence retrieval 진행 (top-5)
→ retriever 는 Bing search or Google Search
→ Attribution report set A 산출 (evidence e 의

집합)

- Revision step (보라):
1) Agreement: model 기반
→ CoT + few-shots 로 evidence e 와 output x 에

대한
일치도를 평가하도록 instruct (self)

2) Edit: agreement phase 에서 “disagree” 일 때만,
revision 진행.

→ evidence e 에 agree 되는 방향으로 , but

RARR: Researching and Revising What Language Models Say, Using Language Models (ACL 2023)
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Hallucination Mitigation – After Generation

* Research-and-Revision
- Research step (분홍):
1) model output x 에 대한 QG (N개) 진행. (self, 6-

shots)

2) 각 Q 에 대한 evidence retrieval 진행 (top-5)
→ retriever 는 Bing search or Google Search
→ Attribution report set A 산출 (evidence e 의

집합)

- Revision step (보라):
1) Agreement: model 기반
→ CoT + few-shots 로 evidence e 와 output x 에

대한
일치도를 평가하도록 instruct (self)

2) Edit: agreement phase 에서 “disagree” 일 때만,
revision 진행.

→ evidence e 에 agree 되는 방향으로 , but

RARR: Researching and Revising What Language Models Say, Using Language Models (ACL 2023)
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Results

* Hallucination 이 줄었다고 어떻게 증명?
- 자신들이 제안한 Metrics 통해서.
- A: evidence snippet set, y: revised text , x: original model output text

RARR: Researching and Revising What Language Models Say, Using Language Models (ACL 2023)

→ Human 평가:

의도가 유지되었는가 (0/1 binary)

→ Lev: 편집 거리 계산
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Results

* Results and Qualitative examples
- 아마 전체 내용 안 바꾸고, 우리꺼는 hallucinated

points 만 건드린다. 라는 contribution 주장하려고
Preservation 같은 점수 자체 주장한 듯..

RARR: Researching and Revising What Language Models Say, Using Language Models (ACL 2023)
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What to Do ?

* 유행
- 2 (or 3) steps 구성: (generation → ) Validation/Detection/Identification → Mitigation
→ 아무래도, Before gen. 방식 (input 양질화)으로는

결과물의 hallucination control 을 보장하기가..

- Validation 에서의 대세 step
1) hallucinated words 식별 위한 scoring

→ e.g., Uncertainty, Entropy, 자체 고안 HVI 등

2) QA generation (+ context/evidence)
→ LLM self 으로 하든, 따로 QAG 모듈 두든
→ Retrieval 이 여기에서 주로 사용.

→ 그리고 생각보다 Retrieval 의 품질은.. 썩 중요하게 보지 않는 듯
(정확히는 focus 가 아닌? = Step 하나만 다루기도 어려워서 그럴 수도..)
→ 이걸 Advanced RAG 라고 보는게 맞나…

- Hallucination 기준: Factuality (intrinsic) vs. Attribution (extrinsic) → 전자가 우선이긴 한데, 둘 다
하기도..
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What shall we do ?

* 소감 및 추상적 아이디어
- 2 (or 3) steps 구성은 나쁘지 않은 듯.

- Validation step 에서,
. hallucinated points 식별 위한 scoring
→ 그게 무엇이든, 있어야 좋은 듯.

- Retrieval 관점에서,
. 그냥 retrieve 하고, 덮어놓고 품질을 믿는 것이 아니고,
retrieved subset 을 최적화 하는 attribution score 와 같은 전략 좋아보임.
→ RAG 가 전혀 advanced 해보이지 않으므로..

- Hallucination 기준에서,
. Factuality (intrinsic) vs. Attribution (extrinsic)
→ 둘 다에 대해 각각 mitigation 을 위한 치밀함을 보여주면 좋지 않을까.. (single LM 한테

때리는거 말고)
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What shall we do ?

* 소감 및 추상적 아이디어
- 2 (or 3) steps 구성은 나쁘지 않은 듯.

- Validation step 에서,
. hallucinated points 식별 위한 scoring
→ 그게 무엇이든, 있어야 좋은 듯.

- Retrieval 관점에서,
. 그냥 retrieve 하고, 덮어놓고 품질을 믿는 것이 아니고,
retrieved subset 을 최적화 하는 attribution score 와 같은 전략 좋아보임.
→ RAG 가 전혀 advanced 해보이지 않으므로..

- Hallucination 기준에서,
. Factuality (intrinsic) vs. Attribution (extrinsic)
→ 둘 다에 대해 각각 mitigation 을 위한 치밀함을 보여주면 좋지 않을까.. (single LM 한테

때리는거 말고)
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Hallucination Mitigation – Self Refine

* 컨셉) LLMs 의 내재 지식 및 reasoning 능력을 적극적
활용
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Hallucination Mitigation – Self Refine

* 컨셉) LLMs 의 내재 지식 및 reasoning 능력을 적극적
활용

SELF-REFINE: Iterative Refinement with Self-Feedback (NeurIPS 2023)

근본: Self-Refine
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Hallucination Mitigation – Self Refine

* sLLM 에 LLM 의 reasoning 능력을 distill 하되, self feedback 능력을 함께 배양

- 문제 상황 1): CoT 로 생성한 single instance 만으로는 diverse 한 reasoning paths 를 배우기 어렵다.
문제 상황 2): LLMs’ (Few-shot) CoT 능력을 SLM 에 학습시킬 때, 잘못된 CoT 지식도 습득할 위험이

있다.

- 해결 1): CoT 로 생성한 multiple instances 를 학습한다.
해결 2): Self evaluation (사실 상, feedback 이랑 동일) 능력을 함께 학습한다.

Mind’s Mirror: Distilling Self-Evaluation Capability and Comprehensive Thinking from Large Language Models 

(NAACL 2024)
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Hallucination Mitigation – Self Refine

* sLLM 에 LLM 의 reasoning 능력을 distill 하되, self feedback 능력을 함께 배양

- 문제 상황 1): CoT 로 생성한 single instance 만으로는 diverse 한 reasoning paths 를 배우기 어렵다.
문제 상황 2): LLMs’ (Few-shot) CoT 능력을 SLM 에 학습시킬 때, 잘못된 CoT 지식도 습득할 위험이

있다.

- 해결 1): CoT 로 생성한 multiple instances 를 학습한다.
해결 2): Self evaluation (사실 상, feedback 이랑 동일) 능력을 함께 학습한다.

Mind’s Mirror: Distilling Self-Evaluation Capability and Comprehensive Thinking from Large Language Models 

(NAACL 2024)

→ reasoning 틀릴 수 있다. 근데 self-eval 하는 능력 배워놓으면 괜찮다.

(물론 eval 조차 틀릴 수 있지만, 그 상황은 논외)
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Hallucination Mitigation – Self Refine
Mind’s Mirror: Distilling Self-Evaluation Capability and Comprehensive Thinking from Large Language Models 

(NAACL 2024)

어떤 외부 장치가 있는게 아니라서, Self-refine instruction 수행 자체도 잘 하는 LLM 가지고 해야함.
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Hallucination Mitigation – Developing Models

* LLM train 작업 포함
1) 새로운 Decoding 전략 도입 → generation phase 에서 주로 context-aware generation 등을 도입
2) Knowledge Graph (KG) 활용 → 학습 과정에서 KG 를 통해 entity/relation representation 등 활용
3) Faithfulness 개념에 집중하여 Loss function 수정
4) Hallucination 완화를 위한 SFT 방법론 제안
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Hallucination Mitigation – SFT

* Motivation
- user 가 prompt (instruction) 에 요청한 데이터와 모델의 내재 지식 (현재) 사이에 교집합이 존재하고,

그 외에 모델의 내재 지식에는 없고, instruction 에만 있는 지식이 있다.
→ 이러한 지식에 대해서는 “몰라.” 라고 답 할줄 알아야 한다.

R-Tuning: Instructing Large Language Models to Say ‘I Don’t Know’ (NAACL 2024)

→ R-Tuning ? Refusal-aware Instruction-tuning



C
o

py
rig

h
t ©

 2
02

3
N

a
tu

ra
l L

a
ng

u
ag

e
 P

ro
ce

ss
in

g 
&

 A
rt

ifi
ci

al
 In

te
lli

g
en

ce
 L

ab

Hallucination Mitigation – SFT

* R-tuning 을 위한 데이터셋 만들기
- 모델 내재 지식 - instruction data 간 gap 파악하는 것이 우선.
- 맞춘 QA set → Matched set D1 으로 / 틀린 set → Unmatched set D0 으로 나누기.

R-Tuning: Instructing Large Language Models to Say ‘I Don’t Know’ (NAACL 2024)

. Padding method: 원래 qa set 의 original label 은 놔두고 (e.g., 2023.10.30),
대신 뒤쪽에 추가 prompt text 를 append.
→ D0 에 대해서는 “I am unsure.” / D1 에는 “I am sure.”

데이터셋 수정한다는
이야기

→ 모델이 스스로 ‘certainty’ 에 대해 뱉도록
학습 가능한 효과



C
o

py
rig

h
t ©

 2
02

3
N

a
tu

ra
l L

a
ng

u
ag

e
 P

ro
ce

ss
in

g 
&

 A
rt

ifi
ci

al
 In

te
lli

g
en

ce
 L

ab

Hallucination Mitigation – SFT

* Training and Inference
- 학습

. 앞서 만든 refusal-aware dataset 으로, 학습은 그냥 기존 SFT 와 똑같은 방식으로 진행!

. standard cross-entropy loss

- Inference
. 아래 (1)과 같은 형태로 instruction 주되, {Prompt} 에는
“Are you sure you accurately answered the question based on your internal knowledge?” 라는
추가적인 prompt 를 함께 주고 태스크 수행.

R-Tuning: Instructing Large Language Models to Say ‘I Don’t Know’ (NAACL 2024)
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Hallucination Mitigation – SFT

* Results – 일반 성능
- Pretrain-T 빼고 나머지의 성능은 R-tuning 이 “I am sure.＂ 하는 answers 에 대해서만 평가.
- Vanilla : 똑같은 instruction dataset 을 일반적인 IT 방식으로 학습
- Pretrain-W : 일반 PT 모델 (IT 없이)
- 예외) Pretrain-T : 일반 PT 모델인데, R-tuning 이 “I am sure.” 한 것과 상관 없이 모든 answers 다

평가.
(= 얘가 사실 진짜 “vanilla” 겠지..)

R-Tuning: Instructing Large Language Models to Say ‘I Don’t Know’ (NAACL 2024)
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Hallucination Mitigation – SFT

* Results – 일반 성능
- Pretrain-T 빼고 나머지의 성능은 R-tuning 이 “I am sure.＂ 하는 answers 에 대해서만 평가.
- Vanilla : 똑같은 instruction dataset 을 일반적인 IT 방식으로 학습
- Pretrain-W : 일반 PT 모델 (IT 없이)
- 예외) Pretrain-T : 일반 PT 모델인데, R-tuning 이 “I am sure.” 한 것과 상관 없이 모든 answers 다

평가.
(= 얘가 사실 진짜 “vanilla” 겠지..)

R-Tuning: Instructing Large Language Models to Say ‘I Don’t Know’ (NAACL 2024)
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Hallucination Mitigation – SFT

* Results – refusal rate
- unanswerable 한 question 에 대해서

얼마나 refusal rate 을 보였는가!

R-Tuning: Instructing Large Language Models to Say ‘I Don’t Know’ (NAACL 2024)
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Hallucination Mitigation – SFT

* Results – refusal rate
- unanswerable 한 question 에 대해서

얼마나 refusal rate 을 보였는가!

R-Tuning: Instructing Large Language Models to Say ‘I Don’t Know’ (NAACL 2024)
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Hallucination Mitigation – SFT

* 소감
- Hallucination 은 활용되는 도메인에 따라 한 번이라도 일어나면 큰 일 나는 분야도 있으니..

썩 만족스러운 답변은 못 주더라도,
→ 모호하거나, 차라리 “모른다.”고 답하도록 만드는 것도 책임 회피로는 좋겠다..

→ 근데 이게 근본적인 해결책이 맞는가..

R-Tuning: Instructing Large Language Models to Say ‘I Don’t Know’ (NAACL 2024)
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Thank you
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